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Introducción 

En México, aproximadamente 780 mil personas viven con alguna forma de amputación y más de 5 millones tienen 
una discapacidad motriz (INEGI). La Academia Nacional de Cirugía reporta unas 75 amputaciones diarias, señalando un 
aumento en su incidencia y la necesidad urgente de atención. Sin embargo, el sistema de salud enfrenta retos importantes: 
el Instituto Mexicano del Seguro Social (IMSS) solo cubre amputaciones laborales y el Sistema Nacional para el 
Desarrollo Integral de la Familia (DIF Nacional) tiene una capacidad limitada para fabricar prótesis por restricciones 
presupuestarias. Instituciones como el Instituto Nacional de Rehabilitación (INR), el Hospital Militar y el Centro de 
Rehabilitación e Inclusión Infantil Teletón (CRIT) ayudan, pero no logran cubrir la demanda [1]. Esto impacta la salud 
y economía, debido al alto costo del equipo médico y tratamientos, que varía según el tipo de amputación y rehabilitación 
[2], [3].  

Otro desafío es la falta de personal capacitado, lo que obliga a los especialistas a desplazarse para entrenar a los 
usuarios en el uso de prótesis, aumentando los costos [1]. 

Este proyecto busca desarrollar un método de entrenamiento para controlar una prótesis transradial mediante machine 
learning, interpretando y adaptando las señales electromiográfícas (EMG) del usuario para generar respuestas inmediatas. 
A diferencia de los sistemas de control directo actuales, que limitan el control a una sola articulación, el machine learning 
permite una precisión y adaptabilidad superiores al manejar datos etiquetados [4-7]. 

Metodología 
Se diseñó un prototipo funcional de prótesis que integra un circuito de control, con un módulo de adquisición y 

procesamiento de señales EMG y una Raspberry Pi. El sistema utiliza electrodos superficiales para captar señales de 
contracción muscular estos electrodos se conectan al módulo sensor muscular que se encarga de amplificar y filtrar las 
señales, el módulo integra un amplificador de instrumentación AD8221 con una ganancia variable, los filtros que utiliza 
son filtros pasa altas con una frecuencia de corte de 15 Hz  [8]. Estas señales se convierten de analógicas a digitales 
mediante un convertidor ADC integrado en un Arduino UNO, que enviar las señales a la Raspberry Pi, donde un modelo 
de machine learning interpreta los patrones de actividad muscular para activar los actuadores de la prótesis, logrando 
movimientos específicos [9], [10]. 

Para entrenar el modelo, se generó una base de datos con 250 señales EMG. Previo a la toma de la señal se limpió el 
antebrazo derecho del usuario para asegurar buen contacto entre electrodos y piel, ubicando dos en el músculo flexor 
superficial de los dedos del brazo derecho y un tercer electrodo en el codo derecho [11], [12]. Cada participante realizó 
5 movimientos manuales para registrar los datos [13].  

El conjunto de datos se dividió para utilizar el 70% del total para el entrenamiento del modelo, 20% para la validación 
y 10% para el test. 

Se empleó un modelo LSTM (Long Short-Term Memory) que es una variante de una RNN (Recurrent Neural 
Network) por su capacidad de manejar datos secuenciales, ideal para el análisis de señales EMG [14-16].  Para evaluar 
el modelo se obtienen las métricas se loss y acurracy, que representa el porcentaje total devalores correctamente 
clasificados tanto positivos como negativos (Ec. 1), de las etapas de entrenamiento y validación, además se utiliza matriz 
de confusión para calcular métricas de clasificación mediante datos etiquetados en la etapa de test y se obtienen las curvas 
ROC para cada una de las clases [17-20]. 

𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎𝑎 =
𝑇𝑇𝑇𝑇 + 𝑇𝑇𝑇𝑇

𝑇𝑇𝑇𝑇 + 𝑇𝑇𝑇𝑇 + 𝐹𝐹𝐹𝐹 + 𝐹𝐹𝐹𝐹
                   (1) 

Donde: 
TP = True Positive 
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TN= True Negative 
FP = False Positive 
FN = False Negative 

Resultados 
El desarrollo y prueba del prototipo de prótesis mioeléctrica controlada por machine learning obtuvo los siguientes 

resultados: se imprimió el modelo 3D de la prótesis mioeléctrica utilizando material PLA (Fig. 1) en la cual se integró el 
circuito electrónico que incluye las etapas de adquisición de la señal, filtrado y amplificación, la etapa de conversión de 
la señal analógica a digital, el procesador del modelo de clasificación y por último el microcontrolador que activa los 
motores (Fig. 2).  

Para generar el dataset se registraron 50 señales por cada movimiento: movimiento 0 (reposo), movimiento 1 (pinza 
de llave), movimiento 2 (agarre de gancho), movimiento 3 (agarre de poder), y movimiento 4 (agarre de alcance), (Fig. 
3), este conjunto de señales se dividió en un 70% para el entrenamiento del modelo de clasificación de machine learning, 
20% para la validación y 10% para la prueba. Al entrenar el modelo obtuvimos un accuracy máximo de  0.81 en el 
entrenamiento y un accuracy máximo de 0.72 en la validación (Fig. 4), una pérdida mínima de 0.6 en el entrenamiento y 
una pérdida mínima de 0.9 durante la validación (Fig. 5) y al realizar el test el modelo clasifico las señales del movimiento 
0, movimiento 1 y movimiento 4  de manera correcta, en el caso del movimiento 2 solo clasifico de manera correcta el 
33% de las señales y del movimiento 3 el 66.7% de señales de esa clase fueron clasificadas de manera correcta (Fig. 6). 

Al introducir una señal en el circuito de control de la prótesis se configuro cada uno de los movimientos usando 
anteriormente mencionados, dependiendo del resultado del modelo de clasificación se generará cada uno de los 
movimientos. 

Análisis de resultados 
El desarrollo y prueba del prototipo de prótesis mioeléctrica controlada mediante machine learning han arrojado 

resultados alentadores en cuanto a su diseño y precisión en la clasificación de movimientos. Durante la fase de 
construcción, se imprimió en 3D el modelo de prótesis utilizando PLA, un material que proporciona resistencia y es 
adecuado para la creación de prototipos funcionales. En este modelo se integró un circuito electrónico que incluye las 
etapas necesarias para procesar las señales mioeléctricas: adquisición, filtrado, amplificación, conversión de señal de 
analógica a digital y procesamiento de las señales mediante un microcontrolador que activa los motores de la prótesis. 
Esta configuración permite el flujo completo de procesamiento de señales musculares para convertirlas en movimientos 
específicos de la prótesis. 

Para entrenar el modelo de machine learning, se generó un dataset que consistió en 50 señales para cada tipo de 
movimiento (reposo, pinza de llave, agarre de gancho, agarre de poder y agarre de alcance). Este conjunto de señales se 
dividió en un 70% para entrenamiento, un 20% para validación y un 10% para pruebas, asegurando una separación 
adecuada para evaluar la capacidad de generalización del modelo. 

Durante el proceso de entrenamiento, el modelo alcanzó una precisión (accuracy) máxima de 0.81, mientras que en la 
fase de validación alcanzó una precisión máxima de 0.72. Esta diferencia sugiere que el modelo es capaz de aprender 
patrones en el conjunto de entrenamiento, aunque tiene dificultades para generalizar a datos nuevos. Los valores de 
pérdida mínima fueron de 0.6 en el entrenamiento y de 0.9 en la validación, lo cual indica que el modelo aún puede ser 
optimizado para mejorar su rendimiento en ciertos movimientos que parecen ser más difíciles de clasificar. 

Los resultados de la clasificación en pruebas fueron variados: el modelo identificó correctamente el 100% de las 
señales para los movimientos de reposo, pinza de llave y agarre de alcance, demostrando que logró aprender con precisión 
estos movimientos. Sin embargo, mostró dificultades al clasificar las señales del agarre de gancho y el agarre de poder, 
con una precisión de solo el 33% y el 66.7%, respectivamente. Estos resultados sugieren que existe similitud en las 
características de las señales de estos movimientos, lo que genera confusión en el modelo y sugiere la necesidad de 
mejorar la diferenciación de estas clases. Finalmente, al implementar el sistema de control, la prótesis fue capaz de 
realizar cada movimiento en función de la señal clasificada, lo que valida la funcionalidad del prototipo y su capacidad 
de responder a las señales musculares en tiempo real. A pesar de los errores en la clasificación de algunos movimientos, 
el sistema cumple con los requisitos básicos de diseño y ejecución de órdenes motoras específicas. 

Conclusiones 
En conclusión, los resultados obtenidos constituyen un avance importante en el desarrollo de una prótesis mioeléctrica 

funcional y adaptable. No obstante, la precisión en la clasificación de ciertos movimientos podría mejorar con técnicas 
avanzadas de preprocesamiento o con modelos más complejos. Una mayor diferenciación de las señales del agarre de 
gancho y el agarre de poder ayudaría a reducir los errores de clasificación y aumentar la confiabilidad del dispositivo. En 
general, estos hallazgos proporcionan una base sólida para optimizar el prototipo en futuras iteraciones y mejorar su 
rendimiento para su posible aplicación en usuarios reales.

Anexo 
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Fig. 1. Modelo 3D del prototipo de la prótesis mioeléctrica. 
 

 
Fig. 2. Diagrama esquemático del circuito electrónico de la prótesis 
mioeléctrica. A) Sensor EMG, realiza la adquisición, amplificación 
y filtrado de la señal. B) Arduino UNO encargado de la conversión 
Analógico-Digital y la activación de los motores. C) Servomotores 
D) Raspberry Pi 4 procesador para el modelo de clasificación. 
 

 
Fig. 3. Graficas de las señales electromiográficas en dominio del 
tiempo de las clases de movimientos. Movimiento 0 (reposo). 
Movimiento 1 (pinza de llave). Movimiento 2 (agarre de gancho). 
Movimiento 3 (agarre de poder).  Movimiento 4 (agarre de alcance). 

 

 
Fig. 4.  Grafica de Accuracy en función de las épocas del 
entrenamiento y validación del modelo de clasificación. 
 

 
Fig. 5. Grafica de Loss en función de las épocas del entrenamiento y 
validación del modelo de clasificación. 
 
 

 
Fig. 6. Matriz de confusión normalizada del test del modelo. 
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